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REsumo:

O objetivo deste artigo foi gerar previsdes de curto, médio e longo prazos e comparar a precisio dos modelos em cada horizonte de
previsio. Para atender o objetivo foram aplicados os modelos univariados e rede neural (NNAR) nos dados da demanda turistica
do estado de Mato Grosso do Sul (MS). A amostra foi coletada na ferramenta base de dados extrator do Instituto Brasileiro de
Turismo (Embratur) referente as chegadas turisticas por todas as vias registradas no MS entre janeiro de 2007 a dezembro de 2017.
As previsdes dos modelos de previsio ARIMA, Holt-Winters (HW) versoes aditiva e multiplicativa e NNAR foram projetadas,
por meio da linguagem de programagio R, com uso do software R Studio. O procedimento empirico de execugio dos scripts de
todos os modelos foi disponibilizado. As predi¢oes fora da amostra da procura do turismo abrangeram o intervalo de janeiro até
dezembro de 2018, sendo entio comparadas aos dados reais do mesmo periodo. As previsdes dos modelos foram comparadas no
curto, médio e longo prazo mediante os critérios Mea Absolute Percentage Error (MAPE), Mean Absolute Deviation (MAD)
e Mean Squared Error (MSD). A rede neural (NNAR) superou os modelos testados em diferentes horizontes de previsio e as
medidas de erros mostraram que a NNAR ¢ altamente precisa. Em segundo lugar no ranking de acuracidade destacou-se ARIMA.
Os resultados mostraram que as previsoes da rede neural auxiliam na tomada de decisio dos planejadores turisticos de MS. Para
pesquisas futuras recomenda-se realizar previsoes fora da amostra num amplo nimero de séries temporais.

PALAVRAS-CHAVE: Demanda Turistica, Séries Temporais, MS, Tomada de Decisao.

ABSTRACT:

The purpose of this study was to generate short, medium, and long-term forecasts and compare the accuracy of the models in each
forecast horizon. For that purpose, univariate and neural network (NNAR) models were applied to data on tourist demand of the
state of Mato Grosso do Sul (MS). The sample was collected from the Brazilian Tourism Institute (Embratur) extractor database
tool for tourist arrivals by all routes registered in MS between January 2007 and December 2017. The forecasts of ARIMA, Holt-
Winters (HW) additive and multiplicative versions, and NNAR were performed through the R programming language, using
the R Studio software. The empirical script of execution procedure for all models was made available. The out-of-sample tourism
demand forecasts ranged from January to December 2018 and were then compared to actual data for the same period. Model
forecasts were compared in the short, medium, and long-terms using the Mea Absolute Percentage Error (MAPE), Mean Absolute
Deviation (MAD) and Mean Squared Error (MSD) criteria. The neural network NNAR surpassed the models tested in different
forecast horizons and error measurements showed that NNAR is highly accurate. ARIMA stood out in second in the accuracy
ranking. The results showed that neural network forecasts help the decision making of tour planners in MS. For future research,
it is recommended to make out-of-sample forecasts over a larger number of time series.
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RESUMEN:

El propdsito de este trabajo fue generar prondsticos a corto, mediano y largo plazos y comparar la precision de los modelos en cada
horizonte de prondstico. Para cumplir con el objetivo, se aplicaron modelos univariantes y de red neuronal (NNAR) en los datos
de la demanda turistica del estado de Mato Grosso do Sul (MS). La muestra fue colectada por intermedio de la herramienta de
base de datos extractor del Instituto Brasilefio de Turismo (Embratur) a las llegadas de turistas por todas las rutas registradas en
MS concerniente, entre enero de 2007 y diciembre de 2017. Las previsiones de los modelos de prediccion ARIMA, Hole-Winters
(HW) versiones aditivas y multiplicativas y NNAR se realizaron a través del lenguaje de programacién R, utilizando el software R
Studio. Se ha puesto a disposicion el procedimiento empirico de ejecucion de los scripts para todos los modelos. Los pronésticos
no pertenecientes a la muestra de busqueda del turismo cubrieron el rango de enero a diciembre de 2018 y luego se compararon
con los datos reales del mismo periodo. Las predicciones de los modelos se compararon a corto, mediano y largo plazos, bajo los
criterios Mea (MAPE), Mean Absolute Deviation (MAD) y Mean Squared Error (MSD). La red neuronal (NNAR) super¢ los
modelos probados en diferentes horizontes de prediccién y las mediciones de errores mostraron que la NNAR es altamente precisa.
En segundo lugar en el ranking de precision se destacé6 ARIMA. Los resultados mostraron que las predicciones de la red neuronal
ayudan ala toma de decisiones de los planificadores turisticos de MS. Para futuras investigaciones, se recomienda hacer pronésticos
fuera de la muestra en una gran cantidad de series de tiempo.

PALABRAS CLAVE: Demanda turistica, Series de tiempo, Mato Grosso do Sul, Toma de decisiones.

1 INTRODUCAO

As predi¢oes automdticas de um amplo nimero de séries cronoldgicas univariadas sao frequentemente
indispensdveis nos negécios (HYNDMAN; KHANDAKAR, 2008). A atividade turistica necessita de um
planejamento de previsao de demanda turistica (CHU, 1998; SERRA; TAVARES; SANTOS, 2005). Neste
enfoque ¢ consenso que planejamento relaciona-se com as decisdes que serao tomadas e afetard o futuro
(GOH; LAW, 2002).

As previsoes em curto prazo sao relevantes para varios objetivos de gestao como bem explicados por Gunter
e Onder (2015, p. 123): “previsio de curto prazo da previsio da demanda nos préximos dois ou trés meses
pode ajudar o destino a ter mais flexibilidade operacional, por exemplo, em termos de niimero de 6nibus
do aeroporto para o centro da cidade”. Diante disso, os servigos turisticos necessitam de um planejamento
preditivo que ¢ obtido via predi¢io acurada da demanda turistica (GOH; LAW; MOK, 2008). Outro aspecto
significativo de dados da demanda turistica ¢ a natureza da sazonalidade que deve ser identificada antes da
sele¢ao do modelo de previsio ideal que a considere (GOH; LAW, 2002).

O estudo ¢ importante devido aos impactos do fendmeno turistico na economia do Brasil e sua parte
consideravel no desenvolvimento econdémico e social, por meio de geragao de empregos diretos, indiretos e
renda (CASANOVA et al.,, 2012), tendo em vista que a industria do turismo no Brasil, com base nos dados
disponiveis pela Embratur, representa 9% do PIB, assim gerou direta e indiretamente mais de 7,5 milhoes
de empregos no Brasil, além disso, mantém milhées de micro e pequenas empresas de muitos segmentos da
economia (EMBRATUR, 2017a).

A previsio de demanda do turismo ¢ um assunto significativo para os praticantes ¢ académicos (SONG; LI,
2008; KIM etal., 2011; GUNTER; ONDER, 2015). A predicio de demanda turistica desempenha um papel
fundamental no planejamento turistico uma vez que os projetos de investimento no turismo que utilizam
altos recursos financeiros precisam de uma previsao precisa do que ird ocorrer futuramente com a demanda
(CHO, 2003). E amplamente concordado que as regices especificas requerem previsdes precisas da procura
do turismo, mas existem poucas pesquisas neste sentido devido a falta de informagao estatistica (CLAVERIA;
TORRA, 2014).

A pesquisa de Chu (1998) aplicou os modelos ARIMA sazonal e nao sazonal, Holt-Winters nos dados de
chegada de turistas nos paises da Asia-Pacifico. Os resultados revelaram que a previsio no curto ou médio
prazo de ARIMA sazonal e nao sazonal foram os mais acurados dos modelos testados, jugado pelo critério
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MAPE, assim, testou-se a acuracidade dos modelos ARIMA sazonal e nao sazonal, Holt-Winters, por meio
de MAPE e receberam um percentual abaixo de 10%.

No estudo de Goh e Law (2002) aplicaram-se os modelos SARIMA e MARIMA, com intervengdes nas dez
séries temporais de chegadas mensais para Hong Kong de dez paises de origem e, para avaliar os desempenhos
das previsoes, utilizaram-se os indices de desempenho MAD, RMSE, RMSPE, MSE, MAPE ¢ Theil’s U.
Destacou-se o modelo preditivo MARINA, no entanto depende do mercado de origem, pois em alguns
mercados o desempenho individual do modelo SARIMA supera as previsoes de MARINA.

Numa revisao de cento e vinte e uma publica¢oes sobre previsao da demanda turistica e modelagem de
2000 até 2007, na Escola de Administragao de Hotelaria e Turismo da Universidade Politécnica de Hong
Kong, concluiu-se que nao hd modelo de previsio que em diferentes situagdes tenha um desempenho de
previsio melhor com relagio aos demais modelos naliteratura especializada de previsio da demanda (SONG;
LI, 2008).

Na procura do turismo de Paris (Fran¢a) compararam-se modelos univariados (ARIMA, ES ¢ Naive
1) e multivariados (VAR cléssico e bayesiano, TVP, EC-ADLM) de previsio com a finalidade de avaliar
a acuracidade dos sete modelos mediante as medidas de erro RMSE e MAE. Os resultados evidenciaram
que todos os modelos testados tiveram melhor desempenho preditivo do que o modelo Naive 1, em viérios
horizontes de predi¢ao e mercados de origem (GUNTER; ONDER, 2015).

Na previsao em curto, médio e longo prazos dos dados de chegadas turisticas em paises da Europa,
através da aplica¢ao dos modelos ARIMA, ETS, NN, TBATS, ARFIMA, MA, WMA, SSA-R ¢ SSA-V. E
a comparagao da acurdcia destes modelos pela medida de discrepincia RMSE, DC e DM. Constatou-se que
em diferentes horizontes de previsao e mercados pesquisados, nao se identificou um tinico modelo que tivesse
melhor desempenho do que todos os diversos modelos testados em todas as circunstancias (HASSANI et al.,
2017). A partir desses achados, a pesquisa objetivou gerar previsdes de curto, médio e longo prazos e comparar
a precisao dos modelos em cada horizonte de previsao.

Portanto, o problema de pesquisa do artigo que ora se apresenta foi como as previsdes da demanda turistica,
por meio dos modelos, podem contribuir no processo de tomada de decisao dos planejadores turisticos de
Mato Grosso do Sul? Foi realizada a aplicagao dos modelos univariados (ARIMA automatico, Holt-Winters
versoes aditiva e multiplicativa) e rede neural com intervengio. No contexto da demanda turistica de MS em
uma unica série temporal de chegadas turisticas internacionais.

2 BASE TEORICA

A seguir apresentam-se, com base na literatura consultada, demanda turistica, Holt-Winters (HW) versoes
aditiva e multiplicativa, ARIMA, rede neural e medida de precisao.

2.1 Demanda turistica

Nas ultimas décadas, houve um crescimento significativo da procura do turismo no mundo (GOH; LAW,
2002; SONG; LI, 2008; HASSANI et al., 2017). Além disso, os servicos turisticos tém uma natureza
perecivel, o que estabelece a necessidade de previsao precisa da demanda do turismo (GOH; LAW; MOXK,
2008; GUNTER; ONDER, 2015).

A predi¢ao da demanda turistica de uma cidade ¢ fundamental para a estratégia de planejamento do ponto
de vista do turismo que proporciona expansio dos servigos turisticos, tanto em investimento de recursos
humanos (treinamento) como estrutura fisica, para atender as necessidades das pessoas (CASANOVA et
al., 2012). Neste sentido, Claveria ¢ Torra, (2014, p. 220) afirmam que “as previsoes precisas do volume do
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turismo desempenham um papel importante no planejamento do turismo, pois permitem que os destinos
prevejam necessidades de desenvolvimento de infraestrutura”.
Alguns motivos para prever uma futura demanda turistica sio apontados por Gunter & Onder (2015, p.

123):

O quarto do hotel que nio ¢ vendido, amanha serd uma perda de receita. Um destino também precisa saber sobre quantos
turistas s3o esperados para que a quantidade de voos para o destino pode ser ajustado, novos hotéis podem ser construidos
e funciondrios adicionais podem ser contratados.

2.2 Holt-Winters (HW)

O modelo foi criado em 1960 por Winters; este modelo de previsao ¢ uma extensio do modelo de Holt,
assim apresenta um parimetro a mais ¢ equagio complementar para a sazonalidade (MAKRIDAKIS, 1976).
Dentre suas principais vantagens sdo a sua simples utilizagio (CHATFIELD, 1978; CHATFIELD; YAR,
1988; SILVER, 2000); o seu bom desempenho, de modo geral e na pritica (CHATFIELD; YAR, 1988);
o baixo custo de operacio (NEWBOLD; GRANGER, 1974; SERRA; TAVARES; SANTOS, 2005) e util
para prever como o modelo complexo de Box-Jenkins (SILVER, 2000).

O modelo de série temporal HW tem muita utilidade para os decisores e planejadores estratégicos que
visam um modelo econémico e relativamente preciso com a finalidade de amplo horizonte de previsao e
significativo numero de séries de tempos (BRANDON; JARRETT; KHUMAWALA, 1987).

De acordo com Chatfield (1978), h4 dois tipos de modelo sazonal: uma versio aditiva, para a qual se
supde que os efeitos sazonais sio de tamanho constante; e a versao multiplicativa, para a qual se supoe que
os efeitos sazonais s3ao proporcionais em tamanho ao nivel médio dessazonalizado local. O modelo Holt-
Winters baseia-se em quatro equagoes apresentadas a seguir: a primeira, o componente nivel (1), em seguida,
componente tendéncia (2) e, entdo, o componente sazonal (3) ¢, por fim, as previsoes do tempo (4). As
equagdes das versoes multiplicativa e aditiva sao exibidas na sequéncia.

Le= a(2%) + (o) (Les + Toa)
T = B(Lt_]‘t-lj + (1'B]T -1

Se=v(2) + @V)Sem

Ft+n. = (Lt + nTt)St-m+n
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Fonte: Adaptado de Chatfield (1978)

Na versao aditiva, sio as equagoes:

L, = "3'-''(7'{1-'5'r-11r13| + (1"3‘}(Lt-1 + Tt-l}

T, = B(Lt_[‘t-lj + [1'B]Tt-1

Sp = Y(xr'[-r] + (1'Y)St-m

Fitn = Lt 0T + Simsn
(8)
Fonte: Adaptado de Chatfield (1978)

Onde: — estimativa do grau médio dessazonalizada no periodo t; — fator sazonal estimado para o tempo t;
— prazo de tendéncia estimado para o tempo t; m — nimero de consideragdes em ciclo sazonal; — predicoes
de periodo n em diante; n — 1, 2,...; — ndimero observado ¢ - constantes de ponderacio de nivel, tendéncia e

sazonalidade, nesta ordem (CHATFIELD, 1978).

2.3 Modelos Auto-Regressivos Integrados de Médias M6veis (ARIMA)

As séries cronoldgicas sao formadas de valores observados em varios periodos ordenados e subsequentes (
STEVENSON, 1981; KAZMIER, 1982). Dentre os modelos utilizados para analisar uma série de tempo
univariada tem-se o ARIMA. Proposto por Box-Jenkins em 1976, o modelo usa uma combinagio de
trés componentes: autorregressivo (AR), filtro de integracio (I) e médias méveis (MA) (BUNDCHEN;
WERNER, 2016).

O modelo ARIMA utilizado nesta pesquisa ¢ uma versao automatica denominada auto.arima. Onde o
valor de d é escolhido com base em repetidos testes de raiz de unidade KPSS, em seguida sao selecionados os
valores de p e ¢ minimizando o Critério de Informacio Akaike (AIC) para determinar os valores.

¢(B)(1 —B9)Y, = c +6(B)s,
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Onde, ¢ um processo de ruido branco com zero médio e varidncia , ¢ o operador de mudanga de turno,
e ¢ 530 polindmios da ordem p e q, respectivamente. Para garantir causalidade e invertibilidade, presume-se
que ¢ ndo tém raizes para (BROCKWELL; DAVIS, 1991). Se, existe um polindmio implicito de ordem d

na funcio de previsio (HYNDMAN; KHANDAKAR, 2008). O modelo de previsio automatico ARIMA
seleciona a ordem de p, q e d, por meio do critério de Informagao conforme o AIC:

AIC= —2log(L) +2(p+qg+P+Q + k)
(10)

Em que = 1 se e 0 de outra forma, ¢ ¢ a probabilidade maxima do modelo fixado para dados diferidos . A
probabilidade de 0 modelo completo para nao é realmente definida e, portanto, o valor da AIC para diferentes
niveis de difusio nio ¢ comparavel (HYNDMAN; KHANDAKAR, 2008).

Assim, o algoritmo Hyndman-Khandakar seleciona o modelo que apresenta o menor valor AIC de:
ARIMA (2, d, 2), ARIMA (0, d, 0), ARIMA (1, d, 0) ¢ ARIMA (0, d, 1) dentre os quatros modelos
(HASSANI et al., 2017). Para os leitores mais interessados nos detalhes de funcionamento da modelagem

ARIMA basta ver a secao 8.7 em (HYNDMAN; ATHANASOPOULOS, 2018a).

2.4 Rede neural

A procura do turismo ¢ uma drea especialmente importante na analise de dados para predi¢ao e acuricia do
desempenho de previsio de redes neurais em comparagio aos modelos de séries temporais (CLAVERIA;
TORRA, 2014).

A rede neural de Feed-forward constitui-se em camadas: uma de entrada, uma de saida e, de modo
geral uma ou mais camadas escondidas ¢ a capacidade de aprendizagem em reconhecer padrées desta rede
neural possibilita ser utilizada como um modelo de previsio aplicado nos negécios (LAW, 2000). As
entradas constituem a camada inferior e nas saidas formam a camada superior ¢ possivel ter camadas ocultas
(HYNDMAN; ATHANASOPOULOS, 2018b).

Diante da flexibilidade das redes neurais, elas nao tém um processo sistémico para criagio de modelos,
logo a obten¢io de um modelo de rede neural robusto ocorre mediante a escolha de um grande nimero
de parimetros que sio obtidos experimentalmente, por meio, de tentativa e erro (PALMER; ]OSE
MONTANO:; SESE, 2006). Este método foi utilizado neste estudo para selecionar a rede neural especificada
aqui. Os detalhes sobre o funcionamento do modelo nnetar pode ser visto na se¢io 11.3, em (HYNDMAN;
ATHANASOPOULQS, 2018b). A figura 1 apresenta a arquitetura geral de uma rede do tipo Feed-forward.

Figura 1 - Simplificagao rede neural com trés camadas
Fonte: Elaborado por Law (2000)
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3 MEDIDA DE PRECISAO

A partir da explicagao que devesse julgar a adaptacao de qualquer medida de erro utilizada pelo resultado
gerado da precisao das previsdes fora da amostra do modelo de previsao, assim uma medida de erro para
ser selecionada precisa aliar-se a finalidade da predigio e os objetivos dos decisores (MAKRIDAKIS, 1993).
Neste contexto, numa pesquisa bibliogréfica sobre previsao de demanda turistica de 2005 até 2015, com um
total de 129 artigos, (BUNDCHEN, 2016), constatou-se que Mea Absolute Percentage Error (MAPE) ¢ o
critério mais usado na predigao da procura do turismo.

O MAPE fornece os resultados em porcentagem que facilita a interpretagao pelos decisores, bem como
gera um indicativo qualitativo da precisio do modelo de previsio testado (FLORES, 1986; MAKRIDAKIS,
1993). O Mean Absolute Deviation (MAD) mesura a acuracidade global e gera um indicativo da
disseminagio global em que todos os erros sio dados pesos iguais (LAW, 2000). A medida ¢ mesurada nas
mesmas unidades dos dados histéricos, além disso, é facil para demonstrar aos tomadores de decisao por conta
da facilidade de calculo (FLORES, 1986). Neste sentido, MAD constitui-se numa das primeiras medidas de
erro, sendo singela de calcular e simples de compreender (BONETT; SEIER, 2003).

O Mean Squared Error (MSD) é uma medida comumente usada para entender a adaptagio de um método
de previsao em relagio aos dados e medir o desempenho das predi¢oes geradas, o critério também ¢ facil de
calcular ¢ de modo geral um bom critério para medir o desempenho de previsdes da unica série de tempo
(CHATFIELD, 1988).

Este critério ¢ comumente utilizado para comparar métodos de previsao, além de verificar o erro
quadratico, se diferencia de outras medidas de precisio, pois demonstra qual modelo minimiza grandes erros
uma vez que mostra estes erros mais do que outros critérios (THOMPSON, 1990).

Map = 21B=0I
T
MsD = ZE=2)
n—1
MAPE = M.lﬂﬂ, (R #0)

Fonte: Adaptado de (MIN, 2008)
Sendo, R = valor real de demanda; D = previsao; n = nimero de observagoes.
Medidas de erro sao métodos de gerar informagdes sobre a precisao de certo modelo de previsao para

predizer os dados reais, tanto para modelos que sao ajustadas aos dados quanto para previsoes de periodos,
fora da amostra (MAKRIDAKIS, 1993).

4 PROCEDIMENTOS METODOLOGICO

Nesta se¢ao descreve-se a drea de estudo, coleta de dados, pacote usado da linguagem de programagio R, no
R studio e o procedimento préitico de execucao dos scripts de todos os modelos.
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4.1 Area de estudo

O Estado do Mato Grosso do Sul (Figura 2), localizado no centro-oeste brasileiro, possui cerca de
357.145,531 Km® e conta com uma populagio estimada em mais de 2,5 milhoes de habitantes (IBGE, 2016).
Situado em regiao transfronteiri¢a com Paraguai e Bolivia a Oeste, faz divisa com os Estados brasileiros
Parani, Sao Paulo, Minas Gerais e Goias a Leste e o Estado de Mato Grosso ao Norte.
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Figura 2 - Localizagao do Estado de Mato Grosso do Sul, Brasil.
Fonte: Elaborado pelos autores através do software ARCGIS (2012)

O estado encontra-se em parte inserido em uma importante unidade geolégica como a Bacia Sedimentar
do Pantanal, que lhe confere potencialidades turisticas manifestadas nos municipios de Corumbd, Miranda
e Aquidauana correspondendo ao Pantanal e nos municipios de Bodoquena, Bonito e Jardim pela relevincia
de seu ambiente carstico (MATO GROSSO DO SUL, 2017) localizado na zona de transi¢ao da borda do
Pantanal sul-matogrossense. Essa unidade representa também um importante cendrio hidrografico, além da
riqueza em sua biodiversidade e da beleza paisagistica.

O Pantanal, sendo a maior planicie alagivel do mundo e patriménio da humanidade segundo a
Organizagio das Nagoes Unidas para a Educagio, a Ciéncia e a Cultura (UNESCO) (MATO GROSSO
DO SUL, 2017), abrange entre suas atividades turisticas o ecoturismo, buscando realizar suas atividades de
maneira sustentével preservando e conservando as belezas naturais. Sao desenvolvidos o turismo cultural
relacionado a festas e eventos culturais do estado ¢ o turismo de pesca esportiva, em virtude da riqueza fluvial
do rio Paraguai e seus afluentes. Suas atividades contam com pousadas pantaneiras que oferecem pacotes para
contemplac¢io da faunae flora, passeios de chalanas pelos rios da bacia hidrografica do rio Paraguai, observagao
de aves tipicas da regido, safaris e voos panoramicos (ROTTA; LUNA; WEIS, 2006).

Adjacente ao Pantanal, devido ao seu relevo cirstico e rochas carbondticas, a regiao de Bodoquena,
Bonito e Jardim possui peculiaridades turisticas com seus “rios de dguas cristalinas que abrigam exuberante
fauna ictioldgica; cachoeiras, fauna terrestre, flora; grutas e ainda pelo contraste da planicie com a
Serra da Bodoquena” (BARBOSA; ZAMBONI, 2000, p. 06) apresentando “intimeras cavernas, dolinas,
ressurgéncias e sumidouros, dentre outras fei¢oes, além de promover uma extrema limpidez dos cursos d’agua

que nela tém suas nascentes” (MATO GROSSO DO SUL, 2010, p. 15).
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4.2 Coleta de dados

Os dados foram coletados a partir da ferramenta base de dados extrator que de acordo com o (EMBRATUR,
2017b) é:

O extrator de dados sobre a Chegada de turistas internacionais nao residentes ao Brasil ¢ uma ferramenta eletronica interativa
que representa importante incremento na disseminagio de informagdes sobre o setor turismo relativas Brasil, unidades da
federacio, regioes.

Além disso, serve para “A série disponibilizada permite 0 acompanhamento da evolugao do fluxo receptivo
internacional de turistas, e d4 ao usudrio a flexibilidade, rapidez, precisao e consisténcia de informagées que
aandlise gerencial de informagoes requer” (EMBRATUR, 2017¢). Um detalhe importante sobre a coleta e a
ferramenta ¢ que “O extrator de dados ¢ uma customizagao do Saiku, software de c6digo aberto para analise
de dados desenvolvida pela Meteorite BI” (EMBRATUR, 2017d).

Tanto a ferramenta como as informagoes sao disponibilizadas pelo Instituto Brasileiro de Turismo
(Embratur) na web site da empresa: http://basededados.turismo.gov.br/. Portanto mediante a base de dados
a coleta foi referente as chegadas turisticas entre os periodos de janeiro de 2007 a dezembro de 2017, que
seguiu os seguintes procedimentos: Foi selecionado na base em contetido: chegadas turisticas, na opgao
dimensoes: més, més, todos os meses, via de acesso, todas, nivel geogrifico, unidade da federagao, ano, todos
os anos, ano, nesta ordem. Para exibir os dados por regiao com anos nas colunas e meses nas linhas dessa forma
foi mais fécil de organizar a amostra com o objetivo de importar para o R. Os dados utilizados encontram-
se na quadro 1:

Quadro 1 - Chegadas turisticas internacionais por todas as vias
para Mato Grosso do Sul de janeiro de 2007 a dezembro de 2017

Més/Ano | 2007 | 2008 | 2009 | 2010 | 2011 | 2012 | 2013 | 2014 | 2015 | 2016 | 2017
Janeiro 6.888 | 6.715 [ 19747 [21.260 | 5477|7314 |6.031 | B.454 | 7542 |12.544|11.943
Fevereiro | 5412 | 6.073 | 13.896 | 15.066 | 4469 | 3.205 | 4.165 | 5.129 | 4994 | 6.687 | 6.886
Margo 4.583 | 6.252 | 13527 [14.540 | 2.850 [ 4314 | 4125 | 3.509 |4.400) 6.011 | 5.080

Abnl 340612522 | 3.821 | 4167 |4.045(12.993 |3.144| 4302 | 4533 | 5.003 | 5.545
Maio 3716|3243 | 1162 | 2.952 |3.072 | 1.897 |2.290 | 4.085 |3.697 ) 4.262 | 4.789
Junho 3.080)2675] 955 [3244 12.14214.196 2269 | 6.505 |3.250) 4278 | 4131
Julho 5957|3462 2035 | 2221 |2528 4072 13,6594 4512 (4941 | 6212 | 6.569

Agosto 5946 |3.702) 1401 | 1.538 |1402)2519 |2817| 3.867 [3.508| 53598 | 6.110
Setembro | 3542 |3.070| 964 | 1.058 | 1467 (2545|1230 3.488 | 1.636| 4973 | 6.233
Outubro | 3.660 | 2.746 | 361 552 |2.866|2.309 (2745|3334 14192 4946 | 5.513
Novembro | 3 809 | 3.431 | 269 B76 3241|1732 (2945[ 3,732 |4225| 5.716 | 5.651
Dezembro | 5210 [5.217| 257 366 |5.501[6.395 |6.064)10.282 |9.683 |10.958 |11.840

Fonte: Adaptada pelos autores a partir de (EMBRATUR, 2017¢)

Foi aplicada a estatistica descritiva na figura 2, da amostra, para resumir as estatisticas com informagoes
bésicas como média, desvio padrao e mediana.



BrRuUNO MATOS PORTO, ET AL. PREVISAO DOS MODELOS UNIVARIADOS E REDE NEURAL DA DEMANDA TURISTICA DO E...

Texte de narmabdad s de Anderson-Darfeng
A-Quadrada ror
Valar-p « 0, Oy
Maciea ArEy Y
DawsPad T
Varsanoa TIOEES ]S
.-"’-d-'_ A ata re o akl )
Cartoms & 44 O
~ e
Munema 3T
Ta. Guark e b W
Maecdrana 41070
o O ark Lo
Mazwma Falrtals]
I - .y -
P2 e a0 Va0 ey T Imtearvalo de 4% de Comfaanga para Meadea
ERl-T L1514
Intervalo de 4% de Confanca para Meschana
— T #w = wnn N e FEToT)
rervalo de A% de Comfuanca para DevsPad
o T L LY

Adads I |

Figura 3 - Estatisticas descritivas e distribui¢ao da amostra de chegadas turisticas
Fonte: Elaborado pelo autor a partir do MINITAB 2018

Foram calculadas as estatisticas descritivas das amostras por meio do software Minitab 2018, versao 18.1.
Com base na figura 2, 95% da amostra estio entre 3694 e 5383 chegadas, conforme a distribui¢io. A amostra
também apresenta forte componente sazonal principalmente nos meses de janeiro, fevereiro e dezembro.

Os outliers do grafico boxplot sao as observagoes da série nos respectivos meses de janeiro até dezembro,
neste caso essas observagdes nao podem ser retiradas da amostra, em virtude da proposta da pesquisa ser
proceder previsdes de valores futuros da série, assim séries temporais com observagdes faltantes podem
prejudicar o desempenho do modelo de previsao. A estatistica descritiva elaborada teve como objetivo
proporcionar um resumo geral da amostra.

Ap6s a coleta da amostra para avaliar a sua propria normalidade foi aplicada a estatistica Shapiro-Wilk
Test (SWT) em R usando a fungio shapiro.test para detectar a distribui¢io normal na amostra. O Shapiro-
Wilk Test (SWT) ¢ um poderoso e competitivo teste para a normalidade (LEE; QIAN; SHAO, 2014).
Realizado o shapiro.test e analisados os resultados apresentados na tabela 1, verifica-se que a amostra possui
uma distribui¢ao normal.

Tabela 1 - Resultado Shapiro-Wilk Test (SWT)

Shapiro-Wilk W p-value
0.79 3.437e-12

Elaborada pelos autores

4.3 Pacote em R studio

Para fazer as previsoes ¢ comparar a capacidade preditiva dos modelos ARIMA automético, HW versoes
aditiva, multiplicativa e rede neural do tipo feed-forward, foi adotado o apoio da linguagem de programagio
R. Procederam-se as andlises de previsao e acuracidade das previsdes no R studio, que ¢ uma extensao do
ambiente R, mediante o pacote forecast do R. Os cdlculos das medidas de erro MAD, MAPE e MSD também
foram executados com o pacote forecast no R studio. (HYNDMAN et al., 2018).
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As funcoes em R utilizadas para prever os valores no curto, médio e longo prazos siao auto.arima,
forecast. HoltWinters e nnetar, (HYNDMAN; KHANDAKAR, 2008; HYNDMAN, 2017). J4 para
comparar a acuracidade dos modelos de previsao foi usada a fungio accuracy.

O modelo de rede neural usado nesta pesquisa pertence ao pacote do R, denominado forecast e o modelo
de previsao presente no manual do pacote chama-se nnetar este modelo funciona de forma semelhante aos
neur6nios do cérebro, assim a arquitetura da rede neural ¢ composta por camadas.

Atende-se as orientagoes de (HYNDMAN; ATHANASOPOULOS, 2018b), que afirmam “O niimero
de camadas ocultas e o nimero de nds em cada camada oculta devem ser previamente especificados”. Assim,
define-se p = 4, P = 6, size = 4, lambda = 2, decay = 0.40. Onde: p - Dimensio de incorporagio para
séries temporais nao sazonais; P - Numero de atrasos sazonais utilizados como insumos; size - Numero de
n6s na camada oculta; lambda - ParAmetro de transformagao Box-Cox; decay - parAmetro de decaimento
(HYNDMAN et al,, 2018).

Apresentaram-se os pacotes ¢ fungdes necessarias para aplicar os modelos de previsio, neste procedimento
prético, para os pesquisadores e planejadores turisticos que tiverem a necessidade de executar a aplica¢ao dos
modelos utilizados na pesquisa, mas em outras amostras. Foi disponibilizada a execugao dos scripts com todas
as linguagens necessdrias para rodar os modelos e as instru¢oes em cada etapa. Nos quadros 2 e 3, demonstra-
se os procedimentos praticos para aplicagao dos modelos de previsao.
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Quadro 2 - Aplicagao pritica em R do modelo ARIMA

&5 Pacote “forecast™ modelo ARTMA antomatico &5

#mt ARTMA para séries temporais univariadas

## Em negrito z8c as linguagens que devem ser alteradas conforme os dados
inseridos

library(forecast) # carregar o pacote

attach(seriededados)

serieamostra<-ts{amostrams start=c(2007,1) end=c(2017,12) frequency=12) #Cria a
série temporal esza € a amostra para fazer as previsdes (nessa etapa define-ze qual o
pericdo da série temporal para previses fora da amostra)

attach{dados_reaizs para comparacao)

seriereal <-ts{ demandareal2018 start=c(2018,1) end=c(2018,12) frequency=12) #a
série de 2018 (fora da amostra) para comparar com as previsbes dos modelos
plot{zerieamostra, xlab ="Anos", ylab = "Demanda turistica de MS") z=Plotar o

grafico de série temporal

legend{"topleft” o "Demanda™), cex=08, col=c{"black™), lty=1. pch=1) #inserir
legenda no grafico

lines(serieamostra, type="o", pch=1, Ity=1, col="black") £ inserir um ponto circular
em cada observagio da amostra

fit <<~ auto_arima(serieamostra) #Roda o método ARTMA

plot{forecast(fit h=12)) #Plota as previsbes numa série temporal
plot{forecast(fit h=12) xlab ="Anos", ylab = "Demanda turistica de MS" mamn =""} £
Incluir nomes nos eixos Xy

linez(serieamostra, 1ty=1, col="black" "blue", pch=1) £ Nio fechar a janela do grafico
plotado, pois caso seja fechada a janela a legenda ndo € inserida

legend("topleft”, cf"Amostra". "Previsoes de ARTNA™), cex=08,
col=c("black" "blue™), ty=1) # nic fechar a janela do grifico por conta do erro o Eonjo
inzeri a legenda se a janela for fechada

forecast{fit, h=12) # exibir os valores de previsio em nimeros

accuracy(forecast(fit. h=12), x=seriereal) # verificar a acuracidade da previsio do
modelo ARTMA . dos valores por meio de medidas de erro (x=dados reais de 2018) que
sera comparado com a previsio

Elaborado pelos autores com base em (HYNDMAN; KHANDAKAR, 2008)

Quadro 3 - Aplicagao pritica em R da rede neural do tipo Feed-forward

#iH Pacote “forecast™ Previsdo nsando modelo de rede nenral #8#

fit <- nnetar(serieamostra, decay = 0.40,P=6 p=4 lambda=2, size=4) # Para alterar a
quantidade de neuronios e camadas (p=quantidade de camadas da rede neural)

frast <- forecast(fit, h=12) #horizonte de previsio
(feast) #Ver as previsdes em niimercs
plot(forecast(fit. b=12), xlab ="Anos", ylab = "Demanda turistica de MS".main = "")

#452 ver os pardmetros no grafico
lines(zerieamostra, type="g¢", lty=1, col="black") #inserir wm pomto circular em cada
obzervacio da amostra

legend("topleft”, c("Amostra","Previsdes deNNAR"), cex=0.8, col=c{"black" "blue"),
lty=1) #inzerir legenda no grafico

accuracy(feast, x==demandareal2018) £ verificar a acuracidade da previsio dos valores
por meio das medidas de erro (x=dados reais) que serd comparado com a previsdo
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Elaborado pelos autores com base em (HYNDMAN; KHANDAKAR, 2008)

Quadro 4 - Aplicacio prética em R dos modelos Holt-Winters versoes aditiva e multiplicativa
### Pacote “forecast” modelos Holt-Winters ##5:

helt <- HoltWinters{zerieamostra) #Realiza o méetodo Holt-Winters aditieo

p <- predict(holt, 3, prediction interval = TRUE, level = 0.93) #Realiza a previsdo para
3 meses a frente

plotfholt, pxlab ="Anes", ylab = "Demanda turistica de MS5", main = "") #Plotar a
previsio em grafico de série temporal

legend("topleft”. of"Ameostra""Holt-Winters aditiva" "Int de confianca de 95%"),
cex=0.2, col=c("black" "red" "blue"), lty=1) Zinzerir lecenda no grafico

(holt) #Ver os parametros do modelo

predict(holt 3) #Ver as previsdes em nimeros

accuracy(forecasttholt, b=3), x=demandareal2018h3) # verificar a acuracidade da
previsdo dos valores por meio de medidas de erro (x=dados rezis) que sera comparado
coml a previsdo

helt <- HoltWinters{serieamostra, seasonal ="mltiplicative™) # Caso seja a versio
multiplicativa

p < predict(holt, 3, prediction interval = TRUE, level = 0.93)

plottholt, p.xlzb ="Anos", ylab = "Demanda turistica de MS", main ="")

legend("topleft”, ¢("Amostra”,"Holt-Winters"."Int. de confianca de 95%4"), cex=0.8,
col=c("black”,"red","blue™), Ity=1)

(holt) #Ver oz parametros do modelo
predict(holt 3) #Ver as previsdes em nimeros
accuracy|forecast(holt, h=3), x=demandareal2018h3)

Elaborado pelos autores com base em (HYNDMAN; KHANDAKAR, 2008)

Esses recursos computacionais sao de livre acesso e atualmente disponiveis para planejadores turisticos
e académicos. No momento em que esses dados foram coletados nao estavam disponiveis pela Embratur
as observagoes mais atuais de 2019, por essa razao determinou-se o ultimo ano, 2018, como o periodo de
previsao.

5 RESULTADOS DA PESQUISA

principio plotou-se um gréfico de série temporal mediante os dados coletados de chegadas turisticas
¢ atendem-se as orientagdes de (HYNDMAN; ATHANASOPOULQS, 2018¢), que recomendam
inicialmente mostrar os dados em grafico, construiu-se o gréfico de série temporal representado na figura 3.
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Figura 4 - Chegadas turisticas internacionais por todas as vias
Fonte: Elaborado pelos autores por meio do R com base em dados da (EMBRATUR, 2017¢)

Assim, contemplando o periodo entre janeiro de 2007 até dezembro de 2017, verificou-se o
comportamento das observacoes (figura 3).

Demanda tunstica de M3
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1

Figura 5 - Previsoes de Holt-Winters versao aditiva de janeiro

até dezembro de 2018, com intervalo de confianga de 95%
Fonte: Elaborado pelos autores com software R (2017)
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Figura 6 - Previsoes de Holt-Winters versao multiplicativa de

janeiro até dezembro de 2018, com intervalo de confianca de 95%
Fonte: Elaborado pelos autores com software R (2017)
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Figura 7 - Previsoes de ARIMA de janeiro até dezembro de 2018
Fonte: Elaborado pelos autores com R (2017)

As previsoes do modelo ARIMA concernentes aos meses de janeiro a dezembro de 2018 foram comparadas
aos dados reais (tabela 3), ja disponibilizados pela prépria Embratur.
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Figura 8 - Previsoes de NNAR de janeiro até dezembro de 2018.

Fonte: Elaborado pelos autores com software R (2017)

Os pardmetros de alisamento para as equagdes de nivel, tendéncia e sazonalidade de ambas as versoes de
Holt-Winters, o modelo ARIMA selecionado com o menor critério de informagio akaike (AIC) e rede
neural (NNAR) onde p ¢ o nimero automaticamente selecionado para série de tempo nio sazonal. P ¢é o
numero de inputs atrasadas e size ¢ o numero de ndés na camada escondida estes referentes as previsoes,
demonstrados na tabela 2

Tabela 2 - ParAmetros das previsoes dos modelos

HW aditiva (o, B. v) HW multiplicativa (o, f. y) ARIMA NNAR (p: P; size)
(0.6985374.0,0.3991564)  (0.7098847.0,0.3441896) (1.0.0) (1.0.0) (4.6.4)

Fonte: elaborada pelos autores

Os modelos descritos foram utilizados para gerar as previsoes no curto, médio e longo prazos das chegadas
turisticas. As observacdes e previsoes de Holt-Wiinters versoes aditiva, multiplicativa, ARIMA e rede neural
em numeros para os meses de janeiro até dezembro de 2018, podem ser visualizadas na tabela 3.
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Tabela 3 - Comparagao dos valores previstos com dados reais

Ano-2018

Meses Dados reais | HW aditiva | HW multiplicativa | ARIMA | Rede neural (NNAR)
Janeiro 12573 12 607 14 368 10927 | 12.569
Fewereiro 7.550 2.383 10119 7.081 7B2Z
Marco 7E27T 2376 10.230 5551 5555
Abril 5830 7763 7163 5613 5836
Maio S.EBE2 6.564 5.295 5.023 5284
Junho 5.499 5622 5.264 4570 5414
Julho 7417 7958 7524 6.003 7. 383
AF0sto 7707 7.71le 7.092 5.707 6873
setembro | B.638 7166 5694 5771 5575
Cutubro 6279 7.321 6184 5321 5041
Movernbro |5.767 7.3209 £.245 5.412 6 446
Dezemrbro | 13319 10525 10.443 9.140 | 11.987

fonte: elaborada pelos autores com base em EMBRATUR (2017)

MAPE, MAD e MSD revelam as diferencas entre os dados reais e valores previstos. Portanto, haverd
melhores previsdes desempenho se houver quantidades menores desses critérios.

As medidas de erro MAPE, MAD e MSD apresentam a precisao dos modelos em comparagio com os
dados reais. Uma caracteristica 6bvia na tabela 4 ¢ que a rede neural apresentou melhor desempenho do que
os modelos concorrentes em todos os horizontes, assim apresentou MAPE inferior a 10% nos horizontes
de previsao de curto, médio e longo prazo. Este percentual é considerado pela classificagio de Lewis (1982),
como previsao excelente.

Tabela 4 - Medidas de erro

Ranking Modelo e erro por horizonte de previsio(h) MAPE MAD MSD

4° HW aditiva h=12 16.868% 1195708 1455.652
20 HW multiplicativa h=12 14.90% 1205 444 1605.724
1= Rede neural (NINAR) =12 5.88% 453.2089 7135387
3¢ ARIMA =12 15.44% 125100 1644023
4 HWwW aditiva h=6 2048% 1320962 1504535
3 HW rmultiplicativa h=6 2035% 1542061 1873.160
1 Rede neural NNARIh=6 Sedk%  ZEV.0009 7389662
20 ARIMA h=6 12.45% 935 4837 1096.076
30 HW aditiva h=3 17.80% 1322365 1609.236
4= HW rmaltiplicativa h=3 20.09% 2472669 2526.283
1= Rede neural (NNAR)h=32 3.29% 6055967 10168.3295
2 ARIMA h=53 1433% 127977 1402 561

h ¢ o horizonte de previsio curto prazo trés meses, médio prazo seis meses e longo prazo 12 meses
Fonte: elaborada pelos autores

No curto, médio e longo prazo a rede neural superou os modelos ARIMA, HW ambas versoes, assim foi
o modelo mais preciso em comparagao aos demais modelos aplicados. Em todos os critérios MAPE, MAD
e MSD, a rede neural gerou os melhores indicadores de qualidade da robustez do modelo de previsao. Este
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resultado ¢ relevante, pois entre os modelos comparados a rede neural é o melhor modelo para prever a
demanda turistica do estado de Mato Grosso do Sul (MS).

O segundo melhor desempenho individual no curto ¢ médio prazo foi o modelo ARIMA (14,33%),
(12.45%), mas de longo prazo HW (14.90%) versio multiplicativa gerou a segunda previsio mais precisa
com base nos resultados dos critérios MAPE, MAD e MSD como pode ser observada na tabela 4.

De acordo com as diretrizes de Lewis (1982), os resultados de MAPE entre 10% e 20% sao interpretados
como previsao precisa, diante disso, os modelos que geraram o segundo desempenho mais preciso
apresentaram boas previsoes.

6 CONSIDERAGOES FINAIS

Quanto aos resultados obtidos na pesquisa, mostrou-se que a rede neural (NNAR) fornece previsdes mais
precisas da procura do turismo do MS, do que ARIMA e Holt-Winters (versoes aditiva e multiplicativa).
Esses achados estio consistentes com o que foi constatado por Szoplik (2015), que os modelos de previsio
de rede neural superam os métodos de série de tempo em termos de precisao. Os resultados também estao
consistentes com o que foi constatado por (CHO, 2003).

Além disso, 0 MAPE de 5,64% deste estudo alcangou resultados préximos do MAPE (3,44%) obtidos
pela previsio complexa da rede neural perceptron multicamada (MLP) da demanda turistica na pesquisa de
(PALMER; ]OSE MONTANO; SESE, 2006). Os resultados indicam a viabilidade de utilizacio da rede
neural para prever a demanda turistica de MS.

A rede neural aplicada nesta pesquisa serve para auxiliar no processo de tomada de decisao do planejamento
da atividade turistica, uma vez que ter uma previsao precisa possibilita ao gestor melhoria na utilizagao dos
recursos financeiros e humanos de um empreendimento turistico. Os modelos podem apoiar as decisoes dos
planejadores turisticos da Fundagao de Turismo de Mato Grosso do Sul e a Secretaria Municipal de Turismo
de Bonito com relagio a redugao das incertezas quanto & quantidade de chegadas turisticas (fluxo turistico)
no estado.

A pesquisa limitou-se em uma unica série temporal ¢, além disso, a série nao foi submetida aos testes de
raizes unitdrias Dickey-Fuller ou Dickey-Fuller Aumentado. Para superar essa limitagao sugere-se a estudos
futuros executar a previsao e utilizar um amplo nimero de séries temporais (no minimo dez) para constatar
o nivel de generalizagao dos resultados verificados, isso também ¢ recomendével por conta dos resultados de
pesquisas anteriores (GOH; LAW, 2002; SONG; LI, 2008; HASSANI et al., 2017).
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